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研究の目的 

研究対象は, 偏微分方程式の逆問題である. これ

は, 非破壊検査の探傷器, 医療診断のトモグラフィ

ーなどの非観測物の可視化に関するテクノロジーへ

の発展が期待されている重要な数学の問題である. 

具体例で説明を加えると, 非破壊検査では, 建物の

老朽化の原因となるコンクリート内部の剥離, ひび

割れ, 空洞などの人間の目では見ることができないものを調べるため, 外側の探傷器から

超音波を放ち, 散乱波を観測してコンクリートの内部状態を可視化する(図 1). 数学上では, 

この超音波が散乱する波の様子を波動方程式で記述し, その解(散乱波)から方程式の係数

関数(内部状態)を求める問題として定式化する.  

本研究では, 波動方程式について焦点を当てる. 波動方程式は次のヘルムホルツ方程式

によって記述される.  

− ቆ𝛥 +
𝜔ଶ

𝑐(𝑥)
ቇ 𝑢(𝑥) = −𝑖𝜔𝑓(𝑥), 𝑥 ∈ Ω         (1) 

ここで, Ωは対象領域で, 𝑥はその対象領域内の点, 𝜔は波の周波数, 𝑓(𝑥)は音源,  𝑐(𝑥)は波

の伝搬速度, 𝛥はラプラシアン(微分作用素), 𝑖は虚数, 𝑢(𝑥)は波の振幅(波動方程式の解)を

表す(参考文献[1]). 順問題とは, 𝑐から𝑢を求める問題のことで, より数学的に言えば, 𝑐か

ら𝑢への解作用素(変換のこと) 𝐹を求める問題である(図 2). 一方で, 逆問題は𝑢から𝑐を求

める問題のことで, 解作用素𝐹を使って, 以下の関数方程式を𝑐について解くことに帰着さ

れる.  

                                                            𝐹(𝑐) =  𝑢        (2) 
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図 1: 非破壊検査 

図 2 : 解作用素 (左: 波の伝播速度 𝐜, 右: 波の振幅 𝒖)  

  



逆問題を解くためには, この作用素𝐹を明らかにすることが重要である. しかし, 現実的

に正確な作用素𝐹を取得することは非常に難しい. もし, この作用素𝐹が取得することがで

きていれば, ベイズ推論(参考文献[2])を用いて, 逆問題(2)を解く, つまり, 𝑢から𝑐を再構

成できることはよく知られている. そこで本研究の目的では, 深層学習の枠組みで, この作

用素𝐹を近似することである.  

 

研究の方法 

偏微分方程式の解作用素𝐹は無限次元空間上の作用素であり, 有限次元空間上の作用素で

ある通常のニューラルネットワークをそのまま活用するのは不適切である. そこで, 近年

提案されたニューラル作用素(参考文献[3])に着目する. これは, 無限次元空間上の作用素

を近似するためにニューラルネットワークを一般化したものである. 

参考文献[3]で提案されたニューラル作用素について簡単に復習する. ニューラル作用素

の構造は, 空間点𝑥 ∈ 𝛺での関数値𝑐(𝑥), 𝑢(𝑥)をそれぞれ入力, 出力とし, 次で定義される層

を𝐿回合成したもので定義される(図 3): 

                                  𝑣ାଵ(𝑥) = 𝜎(𝑊𝑣(𝑥) + 𝐾𝑣(𝑥) + 𝑏(𝑥))              (3)   

ここで, 𝑣(𝑥), 𝑣ାଵ(𝑥)はそれぞれ, 𝑙層での入力, 出力, 𝑊は線形行列変換, 𝐾は線形積分作

用素, 𝑏はバイアス項, 𝜎は非線形活性化関数を表し, これは, 通常の有限次元空間上のニ

ューラルネットワークの一般化である(積分作用𝐾が全てゼロ, かつ, 𝑣(𝑥)が関数ではなく

ベクトルの場合に相当する). 行列変換𝑊, 積分作用𝐾はそれぞれ, 局所項, 非局所項と呼

ばれ, 偏微分方程式において重要な非局所作用を学習する項が導入されている. ニューラ

ル作用素に関するバーガース方程式やナビエ・ストークス方程式などの数値実験について

は参考文献[3]を参照にされたい. 

 

研究の成果 

以下で紹介する研究成果は, アメリカ・ライス大学の Maarten de Hoop 教授とその学生

の Antonio Lara 氏らとの共同研究で行ったものである. 詳細については, 参考文献[4]を参

照されたい. 

図 3: ニューラル作用素  
  

𝒄(𝒙) 𝒖(𝒙) 𝜎 ∘ (𝑊ଵ + 𝐾ଵ + 𝑏1) 𝜎 ∘ (𝑊 + 𝐾 + 𝑏𝐿) 



[4]では, 参考文献[3]で提案されたニューラル作用素を以下のように微調整したもので

提案した(図 4).  

                                 𝑣ାଵ(𝑥) = 𝑊 ∘ 𝜎൫𝐾𝑣(𝑥) + 𝑏(𝑥)൯              (4)   

通常のニューラル作用素は線形行列変換𝑊と線形積分作用素𝐾との和であるのに対して

(式(3)), 提案したニューラル作用素は線形行列変換𝑊と線形積分作用素𝐾との積である

(式(4)). この構造は, 近年画 像 分 類 モ デ ル と し て 注目されている ConvNeXt(参考文献

[5])と呼ばれる逐次構造の考え方を基にして提案した. そこで我々の提案したニューラル

作用素を逐次ニューラル作用素と呼ぶことにする.  

理論結果 

ニューラル作用素の汎化誤差解析を行った(ちなみに, 深層学習の目的はこの汎化誤差を小

さくすることにある). まず, 汎化誤差ℒ(𝒢)は以下のように上から押さえられることが知ら

れている(Lemma 4.2 of [4]).  

第一項は, 訓練誤差ℒመௌ(𝒢)であり, これは訓練によって最小化される. 第三項ට
ଶఋ


 は, 学習

データのサンプル数𝑛が大きければ十分小さくなる項である(𝜌, 𝑅, 𝑅௨, 𝛿 は適当な定数). 第

二項は, ラデマッハー複雑度ℜௌ(ℱ𝒢)と呼ばれるもので, 作用素の集合ℱ𝒢(後にニューラル作

用素の集合に対応するもの)の複雑具合を定量化した項である.  

本研究の理論的な主結果は, ニューラル作用素に対するラデマッハー複雑度の上界を評

価したことであり, 適切な仮定のもので, 以下のように与えられる(Theorems 4.4 and 4.6 of 

[4]).  

図 4: 逐次ニューラル作用素  
  

𝒄(𝒙) 𝒖(𝒙) 𝑊ଵ ∘ 𝜎 ∘ (𝐾ଵ + 𝑏1) 𝑊 ∘ 𝜎 ∘ (𝐾 + 𝑏𝐿) 



ℜௌ(ℱ𝒩)はニューラル作用素, ℜௌ(ℱ𝒩෩ )は逐次ニューラル作用素に対するラデマッハー複雑

度をそれぞれ表す. 𝐿は層数, 𝐶௪ , 𝐶 はそれぞれ線形行列変換𝑊, 線形積分作用素𝐾に対す

るあるノルムの上界定数, 𝐶ఙは非線形活性化関数𝜎のリプシッツ定数を表す(𝛾, 𝛾, 𝑑መ は適当

な定数).  

理論結果の考察を以下で行う. 上界は両方とも, データのサンプル数𝑛に関して𝒪(1/

𝑛ௗାଵ)のオーダーで減少する. しかし, もし, 行列変換𝑊の上界定数 𝐶௪が 1 より小さければ,  

(𝐶௪ + 𝐶)𝐶ఙ < 𝐶௪𝐶𝐶ఙ が成立する. これは, 逐次ニューラル作用素に対するラデマッハー

複雑度ℜௌ(ℱ𝒩෩ )は, ニューラル作用素に対するラデマッハー複雑度ℜௌ(ℱ𝒩)よりも小さくな

ることを意味する. 𝐶௪ < 1という仮定は, 提案手法に含まれる drop-out や normalization に

よって満たされることが期待される. 従って, 我々の提案した逐次ニューラル作用素に対

する汎化誤差の方が通常のニューラル作用素に対するものより小さくなることが予想され

る.  

実験結果 

波動方程式における𝑐から𝑢への解作用素 𝐹の近似において, 標準的なニューラル作用素と

我々の逐次ニューラル作用素との比較を行った. 図 5 は汎化誤差の数値計算結果, 図 6 は波

の振幅𝑢の可視化結果を表す. FNO は通常のニューラル作用素, sFNO は我々の逐次ニュー

ラル作用素, sFNO+eps_v1, sFNO+eps_v2 は逐次ニューラル作用素をさらに実験的に改良

したニューラル作用素を意味する. 図 5 において, 理論結果と同様に, 我々の逐次ニューラ

ル作用素の汎化誤差は標準的なニューラル作用素のものよりも小さくなっていることが数

値実験的にも確認できる. 図 6 において, 我々の逐次ニューラル作用素による波の振幅𝑢の

可視化は, 通常のニューラル作用素のものよりも真の波の振幅のものに近いことが確認で

きる(図 6 の右上: 真の可視化, 真ん中:波の振幅の可視化, 下: 真との相対誤差). 実験の詳

細については, [4]の Section 3 を参照されたい.  

 

今後の展望 

我々の手法は汎用的なニューラル作用素の微調整であり, 波動方程式に限ったものではな

い. そこで, 波動方程式以外の偏微分方程式において, 同様に良い実験結果が得ることがで

きるかを確認する. それとは反対に, 波動方程式の性質をうまく組み込んで, 波動方程式に

特化した新しいニューラル作用素を提案する. さらに, 提案したニューラル作用素によっ

て近似した解作用素を使い, ベイズ推論を用いて, 逆問題(2)の再構成を行う.  

 



 

 

 

 

 

図 5: 汎化誤差の数値計算結果 

図 6: 波の振幅 𝒖の可視化結果 
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